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频率感知上下文建模的图像编码算法  
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3．北京科技大学 计算机与通信工程学院，北京 100083) 
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摘要  基于深度学习的图像编码算法通过神经网络端到端优化率失真损失函数，学习自然图像的高阶统计特征，获得

良好的压缩性能，成为多媒体处理领域的核心发展方向。然而，由于现有算法未充分利用自然图像固有的频谱分布先

验，导致对图像频谱结构信息利用不足、高频纹理区域的建模精度不足。因此，本文提出了一种频率感知上下文建模

的图像编码算法。该算法设计 DCT 初始化的空频变换机制，将图像映射至频域，解耦低频结构与高频纹理信息。该

算法还构建了频率感知上下文模块，提取频域统计特征先验信息，通过残差融合注入空间上下文，使模型自适应地区

分高低频区域。此外，本文构建了带感知门控熵模型，通过轻量门控机制调制高斯分布参数，对不同频带系数进行差

异化建模，解决统一建模适配性差的问题。实验结果表明，该算法在  Kodak 测试集上较图像编码标准 VVC (4:4:4) 

节省 8.33% 的码率，参数量仅 12.51M，重建了更加清晰的高频纹理区域。 

关键词  图像编码；深度学习；频率感知；熵编码；上下文建模 

中图分类号  TP391  文献标志码  A  DOI: 10.13700/j.bh.1001-5965.2026.0489 

Frequency-aware context modeling for learned image compression 

LI Lingxue1 , 2 ，XIA Fanxin1 , 2 ，LIU Meiqin1 ,2 ,，YAO Chao3，ZHAO Yao1 , 2  
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2．Visual Intelligence+X International Cooperation Joint Laboratory, Beijing Jiaotong University, Beijing 100044, China；3．School of Computer 

and Communication Engineering, University of Science and Technology Beijing，Beijing 100083, China) 
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Abstract  Learned image coding, which optimizes rate-distortion loss end-to-end and captures high-order statistics of natural 

images, has become a key direction in multimedia compression. However, existing methods insufficiently exploit spectral 

structures and lack accuracy in modeling high-frequency textures. To this end, we propose a frequency-aware context-based 

image compression method. It employs a DCT-initialized spatial-frequency transform to decouple low-frequency structures 

and high-frequency textures, uses a frequency-aware context module to fuse frequency priors and spatial context, and 

introduces a gated entropy model to separately model coefficients of different frequency bands. Experiments on the Kodak 

dataset show that our approach outperforms VVC (4:4:4) by 8.33% bitrate saving with only 12.51M parameters, and yields 

sharper high-frequency reconstructions at equivalent bitrates. 

Key words  image coding; deep learning; frequency domain analysis; entropy coding; context modeling  

图像编码技术是降低数据存储成本、提升传输效率的核心支撑，也是多媒体信号处理领域的长期

研究热点。传统图像编码标准（如 JPEG[1]、JPEG2000[2]和 VVC(4:4:4)[3]等）基于手工设计的算法矩
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阵，难以适配复杂多样的自然图像内容。基于深度学习的端到端图像编码算法凭借强大的特征学习与

非线性拟合能力实现了性能突破，逐步成为图像压缩领域的主流研究方向。这类算法通过神经网络端

到端联合优化率失真损失，自动学习自然图像的高阶统计特征，替代了传统编码中固定的变换、量化

与熵建模模块，在多个公开测试集上的率失真性能已逐步超越传统编码标准。现有研究主要围绕变换

网络优化与熵模型改进两大核心方向推进。在变换网络层面，从最初的单尺度卷积架构逐步发展为多

尺度分解、残差增强、可逆网络等多种形态，不断提升隐特征的能量聚集效率；在熵模型层面，从早

期的因子化熵模型，到超先验架构、自回归上下文模型，再到基于 Transformer 的长程依赖建模，上

下文信息的利用维度与表征深度持续拓展，熵模型的概率预测精度稳步提升。尽管现有深度学习图像

编码方法已取得显著进展，但其大多在像素域开展特征建模与熵编码，未能充分挖掘自然图像固有的

频域能量聚集先验。自然图像的能量主要集中于低频分量，承载图像的主体结构信息，而高频分量对

应纹理细节，具有稀疏性与重尾分布特性，二者的统计规律存在显著差异。现有编码算法对全图所有

区域采用统一的特征建模与参数预测策略，导致稀疏高频系数的建模精度严重不足，最终造成重建图

像高频细节模糊、纹理质感丢失。 

将经典频域先验引入深度学习编码框架，是突破当前性能瓶颈的可行研究路径。已有部分研究尝

试将离散余弦变换与深度网络结合，或直接在频域开展编码优化，但多数方案仍存在明显局限：一类

方法采用固定的离散余弦变换 (Discrete Cosine Transform, DCT) 基函数实现频域映射，无法根据图像

内容自适应调整变换核，难以匹配复杂自然图像的多样化统计分布；另一类方法虽构建了空频联合编

码结构，但仅通过简单的通道拼接实现特征融合，频域信息与空间上下文未能实现深度耦合，频域先

验难以有效赋能熵参数估计过程；还有部分频域感知编码方案仅将频域特征作为辅助信息浅层融入网

络，未在上下文建模与熵模型设计层面建立频带自适应的差异化建模机制，高频系数的建模精度提升

十分有限。整体而言，如何实现频域先验与深度学习编码框架的端到端深度融合，构建可自适应区分

高低频区域的上下文建模与熵估计机制，仍是当前亟待解决的关键问题。  

因此，本文提出了一种频率感知上下文建模的图像编码算法，主要贡献点如下： 

(1) 设计空频变换机制完成像素域到频率域的映射，在保留能量聚集特性的同时，适配自然图像

的统计特性。 

(2) 构建了频率感知的上下文模块，将频谱特征先验与空间上下文特征残差融合，实现空频跨尺

度的联合上下文表征。 

(3) 提出了带感知门控熵模型，利用频谱特征生成轻量级门控图，逐通道、逐位置地调制概率分

布参数，对不同频带系数进行差异化建模。 

1 相关工作 

1.1 基于变换网络优化的图像编码 

变换网络是端到端图像编码的基础模块，通过将像素域图像转换为能量高度聚集的隐特征域，为

后续熵编码提供更易压缩的特征表示。Ballé等人[4]首次提出了包含分析变换、合成变换、熵模型的端

到端压缩框架，用多层卷积网络替代了传统编码中固定的离散余弦变换 DCT，为后续深度学习图像

编码工作奠定了基础框架。然而，该工作采用单尺度卷积变换，对图像多尺度特征的表征能力有限，

能量聚集效率仍有较大提升空间。 

针对单尺度变换的局限，研究者们围绕变换网络的多尺度分解与特征表征能力展开了持续优化。

Johnston 等人[5]提出了多尺度变换网络架构，通过层级下采样与上采样实现全局结构与局部细节的联

合建模，显著提升了变换网络的表征能力。在此基础上，Li 等人[6]将残差块、通道注意力模块引入变

换网络，进一步提升了隐特征的能量聚集效率。Liu 等人[7]采用 Transformer 与卷积混合架构以兼顾

长程依赖建模与局部特征提取，但参数量与计算量显著上升。 

为了降低变换网络的参数量与计算开销，研究者进一步从轻量化网络、高效长程建模及模型压缩

等角度开展优化。Tu 等人[8]基于多尺度可逆神经网络构建了低复杂度变换框架，Chen 等人[9]利用内
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容自适应的状态空间建模增强空间距离较远但内容相关特征之间的交互，在保持较高计算效率的同时

提升全局冗余建模能力。Chen 等人[10]进一步从模型压缩角度引入知识蒸馏，通过分阶段知识迁移降

低学习式图像编码模型的计算开销。上述方法主要从模型表征与计算效率角度进行优化，对自然图像

固有频域统计特性的利用仍较有限。尽管已有少数工作 [11][12]尝试将 DCT 变换引入深度学习编码框

架，借助频域先验辅助特征学习，却采用固定的 DCT 基函数，难以匹配复杂自然图像的多样化统计

分布。 

1.2 基于熵模型优化的图像编码 

熵模型的核心目标是依托已解码上下文精准预测编码符号的概率分布，进而最小化熵编码码率；

上下文模型为熵模型提供高精度先验信息，是提升熵模型预测精度的关键。 

Ballé等人[4]采用了因子化熵模型，假设隐变量的各通道、各空间位置之间相互独立，仅对单变量

的分布进行建模，无法利用特征间的相关性。针对因子化熵模型的独立假设缺陷，Ballé 等人[13]提出

了 Hyperprior 超先验架构，通过超网络建模隐变量全局通道相关性，显著降低了码率开销，却无法捕

捉局部空间邻域相关信息，熵模型预测精度有限。为了充分利用空间邻域相关性，Minnen 等人[14]首

次将自回归模型与超先验架构结合，同步建模全局通道与局部空间相关性，却受限于因果卷积网络，

易产生棋盘伪影和未来信息泄露的问题。针对这一问题，He 等人[15]提出了棋盘掩码自回归上下文模

型，保证自回归因果约束。 

在此基础上，研究者们进一步拓展上下文建模的感受野与表征能力。 Qian 等人 [16]引入 

Transformer 建模长程特征依赖，但参数量与解码延迟显著增加。Zeng 等人[17]将状态空间模型引入上

下文建模，并结合窗口局部注意力增强通道与空间相关性建模，以兼顾长程依赖建模能力和计算效

率。He 等人[18]提出的空间-通道上下文自适应编码框架，通过上下文融合模块与增强的变换网络，扩

大了上下文感受野。Hu 等人[19]提出的多参考熵模型框架，构建了多尺度层级上下文模型，实现跨尺

度上下文信息融合。Jiang 等人[20]进一步增强多参考上下文与全局相关性建模，提高隐变量概率估计

精度。 

少数工作尝试引入频域特征辅助熵建模，Li 等人[21]提出的频域感知 Transformer 压缩框架将频

域特征与空间特征简单拼接后输入熵模型，实现了频域与空间特征的浅层融合，但高频建模精度提升

有限。 

2 本文算法 

2.1 整体网络架构  

本文提出的频率感知上下文建模的图像编码算法 FLIC，框架如图 1 所示。在编码阶段，输入图

像 𝑥 经空频变换机制从像素域图像映射至频率域，在保留图像的频谱结构信息的同时得到频域系数

图 𝑌coef ∈ ℝ𝐵×3×𝐻×𝑊 。随后，频域系数图 𝑌coef 输入多尺度频率特征提取网络，通过层级的卷积操作

与频域可逆单元完成多尺度分解，生成 5 个不同尺度的隐变量切片 𝑦 = (𝑦1, 𝑦2, 𝑦3, 𝑦4, 𝑦5) ，实现从粗

到细的渐进式编码。对于每个隐变量切片，算法首先利用已解码的低尺度切片生成通道上下文特征，

捕捉全局跨尺度相关性；再基于已解码的锚点系数，通过频率感知上下文模块生成融合频谱信息的空

间上下文特征，捕捉局部空间依赖关系并融入频域统计先验信息。将两类特征拼接后输入熵参数预测

网络，由带感知门控熵模型生成均值与方差，对残差系数进行量化与熵编码，最终获得当前切片的码

流。 

在解码阶段，该算法基于码流与熵模型逐切片完成解码，通过可逆变换的逆过程重建频率系数

图，再经过可学习空频变换的逆变换得到像素域重建图像，最终经后处理网络优化输出最终图像 

𝑥̂ 。此外，该算法构建了增益单元和逆增益单元，分别用于编码端调整隐变量系数的动态范围和解码

端恢复系数的原始动态范围。 
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图 1 频域感知上下文建模的图像编码算法结构图  

Fig.1 The architecture of the proposed FLIC 

2.2 空频变换机制  

自然图像在频域具有明显的能量紧致特性，其能量主要集中于低频分量。传统编码标准普遍采用

固定 DCT 变换实现像素域到频域的映射，但其固定基函数缺乏自适应性，难以匹配复杂多样的图像

内容。为此，本文提出 DCT 初始化的空频变换机制，基于 DCT 频域先验对变换基进行优化。本文

所提可学习块变换通过二维可分离正交变换矩阵 Q 实现。为保证变换矩阵在训练过程中始终满足正

交约束，采用 QR 分解对其进行参数化。在初始化阶段，使用标准  8 × 8 维 DCT 正交矩阵对可学

习参数矩阵 𝑾 赋值，为模型注入可靠的频域先验。训练阶段，对参数矩阵  𝑾 执行 QR 分解，可

表示为： 

 𝑾 = 𝑸𝑼(1) 

式中: 𝑸 表示正交矩阵，𝑼 表示上三角矩阵。由于正交矩阵满足 𝑸−1 = 𝑸T ，逆变换可直接采用

转置矩阵实现，无需额外计算逆矩阵。 

对于给定输入特征图 𝑌 ∈ ℝ𝐵×𝐶×𝐻×𝑊 ，前向变换首先对特征图 𝑌 的高、宽方向进行反射填充，

使填充后特征图的尺寸为块大小的整数倍，以减轻块效应。随后将填充后的特征图划分为若干  8 × 8 

的非重叠块，得到分块张量 ℝ𝐵×𝐶×𝐻𝑏×𝑊𝑏×𝑏×𝑏 ，其中 𝐻𝑏 、 𝑊𝑏 分别为分块后的高和宽。之后利用二

维可分离正交变换对每个块计算得到频域系数块，再经重排恢复为与输入同尺寸的系数图  𝑌coef 。 

 

图 2 空频变换机制结构图 

Fig.2 Illustration of the frequency and bandwidth conversion mechanism 

2.3 频率感知的上下文模型  

图像经块变换得到频率系数后，在不同空间位置的频域能量分布存在差异。平滑区域能量集中于

低频分量，纹理区域高频分量占比显著提升。因此，本文提出频率感知的上下文模型，结构如图  3 

所示。该模型将频谱统计特征显式融入自回归上下文预测过程，实现更精准的系数预测。 
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图 3 频域感知的上下文模型结构图 

Fig.3 Illustration of the frequency-aware context model 

具体地，该模块首先构造 12 维频谱特征图 𝐹(𝑖) ，刻画当前隐变量的频域特性，可表示为： 

 𝐹(𝑖) = Concat (𝐹stat(𝑌̂(𝑖)), 𝐹stat(𝑆(𝑖−1)))(2) 

式中: Concat(⋅) 表示沿通道维度的特征拼接操作；𝐹stat(⋅) 表示 6 维频谱统计提取函数；𝑌̂
(𝑖)

 表示

当前层用于上下文计算的已解码隐变量特征图，区别于切片重建值 𝑦̂ 𝑖  ；上标 (𝑖) 表示当前上下文

建模层级，𝑆(𝑖−1) 表示前一已解码低尺度的超先验解码特征，最粗尺度时赋值为零。该统计函数提取

特征的绝对值均值、标准差等频域统计量，表征局部区域的频域能量分布。  

在空间上下文建模阶段，首先通过 A/B 型掩码卷积提取原始空间上下文特征 𝐶sp
(𝑖) ，表示为： 

 𝐶sp
(𝑖)

= 𝑆𝐶(𝑖)(𝑌̂masked
(𝑖)

)(3) 

式中: 𝑆𝐶(𝑖)(⋅) 表示掩码卷积网络；𝑌̂masked

(𝑖)
 表示掩码处理后的已解码隐变量。随后引入频谱上下

文网络，将 12 维频谱特征映射为匹配维度的频谱感知特征 𝐶freq
(𝑖)

 ，可表示为： 

 𝐶freq
(𝑖)

= 𝑆𝐶freq
(𝑖)

(𝐹(𝑖))(4) 

式中: 𝑆𝐶freq
(𝑖)

 表示轻量级频谱上下文网络，仅由 1 × 1 卷积构成；𝐹(𝑖) 表示 12 维频谱特征图。 

为保留空间上下文的有效信息，该模块采用残差融合策略注入频域先验得到融合后的上下文特征  

𝐶(𝑖) ，可表示为： 

 𝐶(𝑖) = 𝐶sp
(𝑖)

⊕ 𝐶freq
(𝑖)

(5) 

式中: “ ⊕ ” 表示逐元素相加。最后将融合特征与通道上下文特征  𝐶ch
(𝑖)

 拼接，输入熵参数预测

网络生成高斯分布参数 𝐺(𝑖) ，可表示为： 

 𝐺(𝑖) = 𝑔𝑖
ep

(Concat(𝐶ch
(𝑖)

, 𝐶(𝑖)))(6) 

式中: 𝑔
𝑖
ep 表示熵参数预测网络. 

2.4 带感知门控熵模型 

不同频带对应的频域系数统计特性存在显著差异，如低频系数分布平滑且近似高斯分布，高频系

数呈现稀疏性与重尾特性。传统熵模型采用统一网络，难以适配频带间的统计差异，建模精度受限。

针对这一问题，本文提出带感知门控熵模型，利用频谱特征通过轻量级门控机制实现频带自适应参数

调制，结构如图 4 所示。 
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图 4 带感知门控熵模型结构图 

Fig.4 Illustration of the frequency-aware gated entropy model 

随后，对融合上下文特征按通道维度进行分组拆分，将完整通道划分为  𝑘 个互不重叠的通道组 

𝑐ℎ1, 𝑐ℎ2, … , 𝑐ℎ𝑘 ，每个通道组对应一个独立的频带，拆分过程可表示为： 

 [𝑐ℎ1, 𝑐ℎ2, … , 𝑐ℎ𝑘] = Split(𝐹ctx, 𝐶/𝑘)(7) 

式中: Split(⋅) 表示通道拆分操作；𝐶 表示道数；𝑘 为频带分组数。 

在生成频带组的同时，该模型基于 12 维频谱特征图生成轻量级频谱门控图 𝑊(𝑖) ，可表示为： 

 𝑊(𝑖) = Sigmoid (ℎ𝜙
(𝑖)

(𝐹(𝑖)))(8) 

式中: Sigmoid(·) 表示 Sigmoid 激活函数，用于将门控值约束在 [0,1] 区间；ℎ𝜙
(𝑖)(⋅) 表示轻量级 

1 × 1 卷积网络；𝐹(𝑖) 表示 12 维频谱特征图。随后，将门控图按频带分组，得到每个频带对应的门

控权重，用于后续参数调制。接下来，为每个频带通道组  𝑐ℎ𝑗  设计共享权重的轻量子网络，对每个

频带的上下文特征进行独立建模，生成该频带的初始均值 𝜇
𝑗
0 与方差参数 𝜎𝑗

0 ，可表示为： 

 [𝜇𝑗
0, 𝜎𝑗

0] = ℕ𝑗(𝑐ℎ𝑗)(9) 

式中: ℕ𝑗 表示频带参数预测子网络。 

生成初始参数后，利用对应频带的门控权重对初始参数进行逐元素调制，实现带感知的参数优

化，得到第 𝑗 个频带最终的均值 𝜇
𝑗
 和方差 𝜎𝑗 ，可表示为： 

 𝜇𝑗 = 𝜇𝑗
0 ⊗ 𝑊𝑗,𝜇

(𝑖)
,    𝜎𝑗 = 𝜎𝑗

0 ⊗ 𝑊𝑗,𝜎
(𝑖)

(10) 

式中:“ ⊗ ”表示逐元素相乘操作；𝑊𝑗,𝜇
(𝑖)

 、 𝑊𝑗,𝜎
(𝑖)

 分别表示第 𝑗 个频带对应均值、方差的门控权

重。最后，将所有频带的均值和方差参数沿通道维度拼接，得到第 𝑖 尺度隐变量的高斯分布参数 𝜇
𝑖
 

和 𝜎𝑖 。 

2.5 损失函数 

本文 FLIC 算法的优化仍遵循率失真损失 𝐿 ，可表示为： 

 𝐿 = 𝐷 + 𝜆𝑅(11) 

式中: 𝐷 表示重建图像与原始图像的失真损失；𝜆 表示率失真平衡系数，用于调整失真与码率的

优化权重；𝑅 表示熵编码的总码率损失。 

此外，本文针对频域感知建模的设计，引入频域失真辅助损失函数  𝐷freq 用于保证频域系数的重

建精度，保证频域能量一致性，可以表示为： 

 𝐷freq = 𝛦[||𝑌coef − 𝑌̂coef||2
2](12) 

式中: 𝑌coef 表示原始图像经空频变换得到的频域系数；𝑌̂coef 表示解码重建的频域系数。将核心

率失真损失与频域辅助损失加权融合，得到总损失函数 𝐿total 可表示为： 

 𝐿total = 𝐷 + 𝜆𝑅 + 𝛼𝐷freq(13) 

式中: 𝛼 表示频域损失权重系数，用于平衡主损失与频域约束。 
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3 实验结果与分析 

3.1 实验设置 

3.1.1 训练设置 

训练集采用 ImageNet 数据集[22]，训练过程采用 2 张 NVIDIA GeForce RTX 3090 Ti GPU 进行并

行训练，全局批次大小为 8，共训练 1000 个轮次，完整训练时间约为 60 h，训练期间单张 GPU 显存

占用约为 8 GB。初始学习率为 1 × 10−4 ，在轮次 675 和 720 时，学习率分别衰减为原来的 0.1 

倍。训练过程中，拉格朗日乘子 𝜆 的取值为{0.0018, 0.0035, 0.0067, 0.0130, 0.0250, 0.0483, 0.0932, 

0.1806}，实现多码点的联合优化。模型采用 Adam 优化器，梯度裁剪的最大范数为 1.0。训练过程

中，对输入图像进行随机裁剪得到 256×256 的图像块，通过随机水平翻转进行数据增强，最终将像

素值归一化到 [0,1] 的范围。损失函数使用均方误差（Mean Squared Error, MSE）和多尺度结构相似

性（Multi-Scale Structural Similarity Index Measure, MS-SSIM）两种失真度量，分别用于提升编码模型

的峰值信噪比（Peak Signal-to-Noise Ratio, PSNR）和 MS-SSIM 。 

3.1.2 测试设置 

本文采用 Kodak 数据集与 CLIC 数据集作为测试数据集。其中，Kodak 数据集包含 24 张分辨率

为 512×768 或 768×512 的自然图像。CLIC 数据集包含 41 张分辨率为 2048×1370 的高分辨率自然图

像，用于验证算法在高分辨率图像上的编码性能。 

实验采用 PSNR 与 MS-SSIM 作为客观评价指标，其中，由于 MS-SSIM 指标集中于 0.9 到 1 

之间，从而难以区分，本文通过 −10 × 𝑙𝑜𝑔10(1 − MS − SSIM) 将其转换为分贝（dB）形式，便于结果

对比。为定量评估算法的率失真性能，本文采用 Bjøntegaard Delta (BD) 指标，以 VVC(4:4:4)[3] 作为

基准算法。BD-PSNR 表示相同码率条件下，测试算法相对基准算法的平均 PSNR 变化量（单位：

dB），数值越大性能越优；BD-Rate 表示相同重建质量条件下，测试算法相对基准算法的平均码率

变化率（单位：%），数值越低码率节省效果越显著。 

除率失真性能外，本文进一步从模型复杂度和运行效率两个方面评价各算法。其中，模型复杂度

采用参数量和 FLOPs 进行衡量，运行效率采用编码时间和解码时间进行衡量。各算法均在相同硬件

和软件环境下进行测试，运行时间在 NVIDIA GeForce RTX 3090 Ti GPU 上统计，并取测试集全部图

像的平均编码时间和解码时间。 

3.2 对比实验 

对比算法包括传统编码标准 JPEG[1]、JPEG2000[2]、BPG[23]、VVC(4:4:4)[3]和深度学习编码算法

（ Entroformer[16] ， MLIC[19] ， FTIC[21] ， GMM[24] ， GLLMM[25] ， TCM[7] ， HPCM[26] ， DCAE[27] ，

LALIC[28]，SFTNet[29]等）。评价指标采用峰值信噪比（PSNR）、多尺度结构相似性（MS-SSIM），

以及 BD-Rate（VVC(4:4:4)[3]为基准）。 

3.2.1 客观对比结果  

率失真性能对比结果如图 5 所示。在 Kodak 数据集上，FLIC 算法在 PSNR 与 MS-SSIM 指标

上均展现出明显优势，整体性能优于最新的传统编码标准 VVC(4:4:4)[3]。与 FTIC[21]和 SFTNet[29]等频

域感知编码算法相比，FLIC 算法在多数码率区间表现出更好的率失真性能。与 DCAE[27]、LALIC[28]

和 HPCM[26]等基于学习的图像编码算法相比，FLIC 算法在低码率区间的率失真性能相对较低，但随

着码率提高，其相对性能逐渐提升。 

各算法在 Kodak 数据集上的 BD-Rate 指标与模型复杂度对比结果如表 1 所示。FLIC 算法的参数

量为 12.51 M，在所有对比算法中最小，具有明显的轻量化优势。率失真性能方面，FLIC 算法相较

VVC(4:4:4)[3]节省 8.33%的码率。与频域感知编码算法 SFTNet[29]相比，FLIC 算法在取得更低 BD-

Rate 的同时，参数量和 FLOPs 也进一步降低。另一方面，DCAE[27]、LALIC[28]和 HPCM[26]算法的整

体 BD-Rate 优于 FLIC 算法，但在保证编解码时间相当的前提下，其模型规模和计算复杂度也明显更

高。因此，FLIC 算法可以在压缩性能与模型复杂度之间取得平衡。 
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为进一步分析 FLIC 算法与各算法之间的差异，本文列出了 Kodak 数据集上的分段 BD-Rate 对比

结果，如表 2 所示。可以看出，DCAE[27]和 LALIC[28]等基于学习的编码算法性能优势主要集中在低码

率区间。随着码率提高，FLIC 算法的相对性能逐渐提升，其中在中、高码率区间的 BD-Rate 较

DCAE[27]算法分别低 0.53%和 0.88%，较 LALIC[28]算法分别低 1.33%和 1.71%。对于同样引入频域信

息的 SFTNet[29]算法，FLIC 算法在全码率区间的 BD-Rate 由−6.55%降低至−8.33%，并在中、高码率

区间分别进一步降低 4.80%和 7.33%。这些结果验证了所提 FLIC 算法在中、高码率条件下的率失真

性能优势。 

在 CLIC 测试集上，FLIC 算法同样在中高码率区间取得了较好的率失真性能。进一步的定量结果

如表 3 所示，以 VVC (4:4:4) [3]为基准，FLIC 算法的 BD-PSNR 为 0.604 dB，BD-Rate 为-13.49%，即

在相同重建质量下平均节省 13.49%的码率。整体率失真性能优于 Entroformer[16]、GLLMM[25]和

SFTNet[29]等算法，但低于算法 DCAE[27]、LALIC[28]和 HPCM[26]。FLIC 算法仅包含 12.51 M 参数，明

显低于算法 DCAE[27]和 LALIC[28]，表明本文算法在高分辨率图像上仍能够以较低模型复杂度获得具

有竞争力的编码性能。 

 

图 5 率失真性能对比结果 

Fig.5 The RD performance on Kodak and CLIC dataset 

表 1 Kodak 数据集上各深度学习编码算法的模型复杂度与 BD-Rate 对比结果 

Table 1  Comparison results of model complexity and BD-Rate for learned image compression algorithms on Kodak dataset 

对比算法 参数量/M FLOPs/G 编码时间/ms 解码时间/ms BD-PSNR/dB BD-Rate/% 

GMM 13.18 30 3708 8658 -0.21 4.94 

GLLMM 15.71 -- 385260 387620 -0.07 2.55 

Entroformer 187.69 -- 4768 85919 -0.19 4.70 

MLIC 83.27 443 190 268 0.41 -7.16 

TCM 75.9 415 154 107 0.34 -6.54 

FTIC 45.9 -- 223 96 0.71 -12.85 

HPCM 68.50 88 143 191 0.77 -14.30 

DCAE 119.4 273 133 146 0.70 -13.57 

LALIC 63.24 286 274 150 0.63 -12.16 

SFTNet 45.78 208 116 91 0.31 -6.55 

FLIC（本文） 12.51 61 153 191 0.56 -8.33 
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表 2 Kodak 数据集上各深度学习编码算法的分段BD-Rate 对比结果 

Table 2  Comparison of BD-Rate Results Across Different Bitrate Ranges for Learned Image Compression Algorithms on the Kodak Dataset  

对比算法 全区间 BD-Rate/% 低码率 BD-Rate/% 中码率 BD-Rate/% 高码率 BD-Rate/% 

GMM 4.94 3.48 2.81 -0.18 

GLLMM 2.55 2.78 -1.09 -5.58 

Entroformer 4.70 3.90 5.84 4.28 

MLIC -7.16 -12.94 -8.73 -4.50 

TCM -6.54 -1.17 -3.38 -6.05 

FTIC -12.85 -15.29 -14.21 -11.68 

HPCM -14.30 -16.95 -15.60 -10.77 

DCAE -13.57 -22.30 -8.80 -9.31 

LALIC -12.16 -19.85 -8.00 -8.48 

SFTNet -6.55 -12.26 -4.53 -2.86 

FLIC（本文） -8.33 -5.30 -9.33 -10.19 

表 3 CLIC 数据集上各深度学习编码算法的 BD-Rate 对比结果 

Table 3  Comparison results of BD-Rate for learned image compression algorithms on CLIC dataset  

对比算法 BD-PSNR/dB BD-Rate/% 

GMM -0.25 6.55 

GLLMM -0.02 0.16 

Entroformer -0.04 0.96 

MLIC 0.48 -11.78 

TCM 0.51 -11.80 

FTIC 0.59 -13.62 

HPCM 0.76 -17.54 

DCAE 0.70 -16.17 

LALIC 0.70 -16.20 

SFTNet 0.40 -9.44 

FLIC（本文） 0.604 -13.49 

3.2.2 主观对比结果 

为了评估 FLIC 算法的主观重建性能，本文选取传统编码标准（JPEG[1]、JPEG2000[2]、BPG[23]和

VVC(4:4:4)[3]），以及 ELIC[18]、GMM[24]深度学习算法作为对比对象，在近似码率条件下对比各算法

的图像细节重建效果，并对边缘纹理丰富的区域进行放大展示，如图 6 所示。本次实验选取 Kodak

数据集中包含天空低频平滑区域、建筑边缘、岩石海浪高频纹理区域的图像。图中每个算法下方括号

内数值分别表示 bpp / PSNR (dB) / MS-SSIM。 

 

图 6 不同算法的重建图像视觉质量对比结果 

Fig.6 Comparison of visual quality of reconstructed images of different algorithms 

可以看出，JPEG[1] 重建图像出现了严重的块效应与色彩失真，建筑边缘与云朵纹理完全模糊。

JPEG2000[2] 与 BPG[23] 虽缓解了块效应问题，但仍存在细节丢失与振铃伪影，高频纹理区域出现明

显的模糊虚化。VVC(4:4:4)[3]也无法完全还原云朵的纹理层次，天空区域仍存在轻微的压缩噪点。

GMM[24] 和 ELIC[18]对云朵纹理复原存在轻微模糊。FLIC 算法在云朵纹理、建筑边缘、岩石海浪等

高频细节区域未出现模糊、锯齿现象。 

3.3 消融实验 

为验证本文提出的三个核心模块的有效性，本文在 Kodak 数据集上进行了消融实验，结果如表 4 

所示。以基线模型为基准，逐个添加所提模块，测试 BD-Rate 指标。模型 1 为基线模型，采用固定
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离散余弦变换，未引入本文提出的模块；模型 2 仅添加空频变换机制；模型 3 进一步引入频域感知

上下文模块；FLIC 为本文完整模型，集成全部三个核心模块。 

可以看出，相较于模型 1，模型 2 凭借可学习空频变换机制节省了 1.33% 的码率，验证了该机

制相比固定变换的性能优势。这一增益主要得益于空频变换对频域先验与数据自适应能力的结合。其

中，正交约束保证了变换过程的稳定性，DCT 初始化提供了较好的频域能量聚集特性。同时，可学

习变换基能够通过端到端训练进一步适应图像内容分布，从而获得更加有效的频率表征。在此基础

上，模型 3 进一步引入频率感知上下文模块，相比模型 2 进一步降低 1.68% 码率。该模块提取频

谱统计特征，并将其与空间上下文进行融合，使熵参数预测能够同时利用空间邻域信息和频率分布信

息，从而提高概率估计精度并减少编码冗余。进一步地，FLIC 算法加入带感知门控熵模型，相较模

型 3 再次节省了 1.20% 的码率。该机制依据频谱特征对不同频带的分布参数进行自适应调制，降低

不同频带采用统一建模方式带来的概率失配，从而进一步提升熵编码效率。综上，本文提出的空频变

换机制、频域感知上下文模块与带感知门控熵模型三者协同作用，共节省了  4.21% 的码率，充分验

证了各核心模块设计的合理性与必要性，在保证模型轻量化的同时，显著提升了率失真性能。  

表 4 核心模块的消融实验结果 

Table 4  Ablation study results on Kodak dataset 

对比 

模型 

空频变

换机制 

频域感知

上下文 

带感知门控

熵模型 
BD-Rate/% 

模型 1 DCT   0.00 

模型 2 √   -1.33 

模型 3 
√ √ 

 -3.01 

FLIC √ √ √ -4.21 

带感知门控熵模型中，频带分组数 k 值的选取十分关键，它决定了频带差异化建模的粒度。本

文对比了 𝑘 =2、4、8 时的模型性能，结果如表 5 所示。表中 BD-Rate(%) 以 VVC (4:4:4) 为基准

计算。可以看出，当 𝑘 =2 时，频带划分粒度过粗，无法充分捕捉不同频带的统计差异，性能最差。

当 𝑘 =4 时，模型性能达到最优，能够节省 8.33%的码率。当 𝑘 =8 时，频带划分粒度过细，导致模

型参数量显著增加，同时出现过拟合现象，性能反而下降。因此，本文选择 𝑘 =4 作为最优频带分组

数，可以在建模精度和计算复杂度之间取得良好平衡。 

表 5 Kodak数据集上不同频带分组数的性能对比结果 

Table 5  Performance comparison of different frequency band numbers on Kodak dataset  

频带分组数 𝑘 BD-Rate/% 参数量/M 解码时间/ms 

2 -7.12 12.38 187.2 

4 -8.33 12.51 191.0 

8 -7.89 12.87 198.5 

4 结论 

1)本文提出了一种频率感知上下文建模的图像编码算法 FLIC，以频域先验建模为核心思路，设

计 DCT 初始化的空频变换机制，在保留频域能量聚集特性的同时，自适应匹配自然图像的统计分

布。 

2)算法构建频率感知上下文模块，将频谱统计特征与空间上下文残差融合，实现空频联合特征表

征。本文算法的带感知门控熵模型完成对不同频带系数的参数调制。  

3)实验结果表明，该文算法在 Kodak 测试集上相较 VVC(4:4:4) 节省了 8.33% 的码率，重建图

像的高频纹理区域更加清晰。 

4)未来，本文的频域感知建模机制可拓展至视频编码领域，利用帧间频谱相关性进一步提升压缩
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效率。还可以结合生成式模型优化高频细节重建，进一步提升在低码率下的图像编码性能。  
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